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Kurzzusammenfassung

An wen richtet sich dieses Dossier?

Dieses Dossier richtet sich an Personen, die verstehen wollen, was Recommendersys-
teme sind und wie sie auf digitalen Weiterbildungsplattformen eingesetzt werden (kbnnen).
Das Dossier beinhaltet neben diesen Grundlagen aber auch weitergehende Betrachtungen
von Herausforderungen, die es bei der Implementierung eines Recommendersystems zu be-
trachten gilt. Daher richtet sich dieses Dossier explizit auch an Entwickler_innen und andere
Personen, die mit der konkreten Entwicklung und Implementierung von Recommendersyste-
men befasst sind.

Auf welchen Quellen basiert dieses Dossier?

Die in diesem Dossier beschriebenen Erkenntnisse und Empfehlungen basieren auf einer
Literaturrecherche zu Recommendersystemen im Bildungsbereich, auf den Diskussionen ei-
nes Expert_innenworkshops zum Thema und auf der Expertise einzelner Projekte im Rahmen
des INVITE-Wettbewerbs".

Was steht in diesem Dossier?

Das vorliegende Dossier erlautert zunachst, was Recommendersysteme sind und wie sie tech-
nisch umgesetzt werden (Kapitel 1). Nachfolgend wird im zweiten Kapitel aufgezeigt, zu wel-
chem Zweck Recommendersysteme beim technologiegestitzten Lernen eingesetzt werden —
sowohl im Bildungsbereich allgemein (Kapitel 2.1) als auch speziell in der beruflichen Weiter-
bildung (Kapitel 2.2).

Der groRRere Teil dieses Dossiers widmet sich anschlieBend spezifischen Herausforderungen
der Entwicklung und Implementierung konkreter Recommendersysteme auf digitalen Weiter-
bildungsplattformen. Dabei werden basierend auf der bestehenden Literatur und Aussagen
von Expert_innen Handlungsempfehlungen aufgefuhrt (Kapitel 3).

Insgesamt soll das vorliegende Dossier damit den Einsatz von Recommendersystemen in der
beruflichen Aus- und Weiterbildung sowohl aus technischer als auch didaktischer Perspektive
beleuchten.

" Der ,Innovationswettbewerb INVITE (Digitale Plattform berufliche Weiterbildung)“ ist eine BMBF-ge-
forderte Projektlinie (Laufzeit Marz 2021-Februar 2025), in der insgesamt 35 Projekte innovative L6-
sungen flr digital-gestutzte Weiterbildungsformate entwickeln — u. a. auch Recommendersysteme.



Einleitung

Der deutsche Weiterbildungsmarkt wird von zahlreichen und unterschiedlichen Akteuren ge-
staltet: Millionen Lernende, die in Millionen Betrieben unterschiedlicher Gré3e angestellt sind,
treffen auf Zehntausende Weiterbildungsanbieter, die Weiterbildungen zu allen denkbaren
Themen in unterschiedlichen Formaten anbieten. Dabei weisen Lernende und Betriebe unter-
schiedliche Bedarfe, Perspektiven und Ressourcen auf, die es bei der Auswahl einer passen-
den Weiterbildung zu beriicksichtigen gilt. Diese Herausforderung stellt somit ein ,Matching-
Problem* dar: Lernende, Betriebe und Weiterbildungsangebot missen bestmoglich zusam-
mengebracht werden.

Fir Weiterbildungsinteressierte und Weiterbildungsverantwortliche in Unternehmen bedeutet
dies meist, sich inmitten der vielen Angebote zurechtzufinden und eine Entscheidung nach
eigenem Ermessen zu treffen. Unterstitzt wird dieser Entscheidungsprozess durch verschie-
dene Herangehensweisen: Lernenden und Betrieben wird durch umfassende und maoglichst
Ubersichtlich strukturierte Kurskataloge eine gute Informationsbasis dargeboten, Checklisten
verschiedener Einrichtungen zeigen auf, welche Aspekte bei einer Kursauswahl besonders zu
bedenken sind (z. B. Borowiec et al., 2018), Erfahrungswerte und Empfehlungen von Kol-
leg_innen und Bekannten werden genutzt (vgl. Leuphana Universitat Lineburg, 2012) und
professionelle Weiterbildungsberatungen bieten Lernenden und Betrieben Orientierung auf
einem komplexen Markt und individuelle Empfehlungen fiir den eigenen Karrierepfad.

Durch die zunehmende Verlagerung von Kursangeboten ins Internet spielt eine weitere Losung
fur das Matching-Problem eine steigende Rolle: Recommendersysteme, wie man sie z. B.
schon von Video- oder Shoppingportalen kennt.

In der Bildungswirtschaft sind mittlerweile Kursbeschreibungen von einem Grolf3teil aller exis-
tierenden Weiterbildungsangebote im Internet zu finden. Recommendersysteme kdnnen hier
eingesetzt werden, um basierend auf diesen Kursbeschreibungen passende Prasenzkurse zu
empfehlen. Auterdem finden immer mehr Weiterbildungsangebote selbst online statt. Werden
diese Kurse direkt auf einer Lernplattform absolviert, werden Daten Uber den Lernprozess
generiert, die zusatzlich fir ein Recommendersystem genutzt werden kénnen (Drachsler et
al., 2015). Recommendersysteme kénnen hier demnach nicht nur Kurse vorschlagen, sondern
basierend auf individuellen Lernaktivitdtsdaten beispielsweise personalisierte Empfehlungen
fur ganze Lernpfade formulieren. Dieses Beispiel zeigt bereits, dass Recommendersysteme
im Bildungsbereich nicht nur eingesetzt werden, um einzelne ,Produkte“ zu empfehlen und
das Matching-Problem zwischen Lernenden und Lernangebot zu I6sen, sondern dass sie auch
weitergehende didaktische Unterstutzungsfunktionen erfullen kénnen.

Im folgenden Dossier werden diese mdglichen Einsatzzwecke und Ausgestaltungen von
Recommendersystemen beim technologiegestiitzten Lernen vorgestellt und dann spezifisch
fur die berufliche Weiterbildung betrachtet. Weiterhin werden verschiedene Herausforderun-
gen bei der Implementierung von Recommendersystemen fiir die berufliche Weiterbildung
erdrtert und erste Handlungsempfehlungen abgeleitet. Die Herausforderungen und Hand-
lungsempfehlungen wurden einerseits auf Basis einer Literaturrecherche und andererseits auf
Basis eines Expert_innen-Workshops herausgearbeitet.



1 Allgemeine Grundlagen zu Recommendersystemen

1.1 Definition und Begriffsklarung

Recommendersysteme (dt. manchmal ,Empfehlungssysteme*?) sind Softwaresysteme, die
Nutzer_innen auf personalisierte Weise zu interessanten oder nitzlichen Objekten in einem
groRen Feld moglicher Optionen flhren (basierend auf Burke, 2002; eine Ubersicht verschie-
dener Definitionen von Recommendersystemen findet sich bei Manouselis et al., 2012). Sie
werden gerade in solchen Bereichen eingesetzt, in denen die Menge an verfligbaren Informa-
tionen die Fahigkeit des Einzelnen, diese Informationen alle zu Gberblicken, bei weitem lber-
steigt. Dies ist beispielsweise bei vielen Online-Diensten (z. B. E-Commerce- oder Video-On-
Demand-Dienste), die eine Fllle an Produkten anbieten, der Fall. Recommendersysteme wer-
den hier eingesetzt, um Nutzer_innen in der Auswahl passender oder interessanter Produkte
oder Inhalte zu unterstiitzen. Recommendersysteme kdnnen beispielsweise passende Blcher
basierend auf den Kaufentscheidungen anderer, dhnlicher Nutzer_innen vorschlagen. In die-
ser oder vergleichbarer Form sind Ihnen Recommendersysteme sicherlich schon begegnet,
so dass hier weitere Erlauterungen zu Recommendersystemen bei Online-Diensten gar nicht
folgen sollen. Wichtig ist an dieser Stelle noch festzuhalten, dass Recommendersysteme Uber
bloRe Filterfunktionen (wie z. B. einer kriterienbasierten Auswahl passender Mietwohnungen)
weit hinausgehen. Vielmehr sind Recommendersysteme Algorithmen, die haufig implizite
Erkenntnisse Uber das Nutzerverhalten oder errechnete Informationen zu Produkteigenschaften
und -a&hnlichkeiten nutzen, um personalisierte Empfehlungen auszusprechen. Die technischen
Grundlagen zu den verschiedenen Typen von Recommendersystemen sollen im folgenden
Abschnitt in aller Kirze thematisiert werden.

1.2 Technische Umsetzung

Recommendersysteme werden haufig nach dem gewahlten technischen Ansatz klassifiziert.
Diese verschiedenen Ansatze (siehe Abbildung 1) beruhen auf verschiedenen Wissens- bzw.
Datenquellen (Burke et al., 2011). Die zentralen Ansatze sollen hier kurz vorgestellt werden.

Recommendersysteme
Content-based Collaborative Knowledge-based )
(CBRS) Filtering (CFRS) (KBRS) 5=l o
i |
User- ltem- Ontology-
based based based

Abbildung 1: Verschiedene Ansatze von Recommendersystemen. Eigene Darstellung basierend
auf Guruge et al. (2021), Krau} (2018) und Tarus et al. (2018).

2 Wir nutzen den eingedeutschten Begriff ,Recommendersystem®, um deutlich zu machen, dass wir hier
Uber das sprechen, was im englischsprachigen Diskurs ,recommender system* oder ,recommender
engine“ genannt wird. Die teilweise genutzten deutschen Begriffe ,Empfehlungssystem® oder ,Emp-
fehlungsdienst® sind unserer Meinung nach weniger eindeutig.



Bei content-based Recommendersystemen (CBRS) werden die Interessen der Nutzenden mit
dem Inhalt von Objekten verglichen und die am besten passenden Iltems empfohlen. Informa-
tionen Uber die Interessen des Nutzers kdnnen entweder explizit durch Fragebégen erfasst
oder implizit Uber das Nutzerverhalten (z. B. Lesegeschwindigkeit, Analyse der angeklickten
Seiten oder Items) abgeleitet werden. Der Inhalt von Objekten kann etwa Gber Methoden der
automatischen Sprachverarbeitung (engl. natural language processing) reprasentiert werden.

Beispiel: Alle Kurse in einem Kurskatalog werden durch Kursautor_innen, unterstutzt durch
natural language processing, mit thematischen Schlagworten versehen. Nutzende werden
dann gebeten, aus einer Wolke von Schlagworten solche auszuwahlen, die sie interessieren.
Ein CBRS kann dann den Kurskatalog danach sortieren, wie gut die Schlagworte der Kurse
zu den Interessen der Nutzenden passen. Die Empfehlung des Systems entspricht den obersten
Eintréagen der sortierten Liste.

Collaborative filtering Recommendersysteme (CFRS; Guruge et al., 2021) gehdren zu den am
haufigsten implementierten Recommendersystemen (Tarus et al., 2018). Sie basieren auf der
Annahme, dass Personen, die in der Vergangenheit Elemente ahnlich bewertet haben, auch
zukunftig ahnliche Praferenzen aufweisen. So wird bei CFRS die Nutzungshistorie anderer,
ahnlicher Nutzer genutzt, um passende Vorschlage zu machen. Dabei sind zwei Ansatze zu
unterscheiden: Entweder werden moglichst ahnliche Items, also z. B. Weiterbildungsange-
bote, identifiziert (item-based collaborative filtering) oder es werden moglichst dhnliche
Nutzer_innen identifiziert (user-based collaborative filtering), um passende Vorschlage zu
machen.

Beispiel: Ein CFRS vergleicht die bisher angeschauten Lerninhalte einer neuen Nutzerin x
mit den bisher angeschauten Lerninhalten aller bisherigen Nutzer_innen y und z. Sagen wir
etwa, x hat bisher die Inhalte 1, 2 und 3 angeschaut, y die Inhalte 1, 3 und 5 und z die Inhalte
2 und 4. Dann wirde das CFRS der Nutzerin x sowohl die Inhalte 4 und 5 empfehlen, allerdings
5 héher ranken, weil x mehr gemeinsame Inhalte mit y aufweist (1 und 3) als mit z (2).

Ein Nachteil der CFRS ist das sogenannte ,cold start“-Problem: Bei neuen Nutzer_innen (oder
neuen Items) existieren keine Datenpunkte anhand derer man ahnliche Nutzer_innen (oder
Items) identifizieren kdnnte. Das Aussprechen erster Empfehlungen ist daher besonders
schwierig. Ein weiteres Problem, das die Genauigkeit von CFRS betrifft, ist ,sparsity”, also
eine sparlich besetzte User-ltem-Matrix. Hier ist die Anzahl der durch eine_n Nutzer_in bewer-
teten Items zu gering, um daraus in der Folge eine Ahnlichkeit zu anderen Nutzer_innen zu
ermitteln. SchlieRlich tendieren sowohl CBRS als auch CFRS dazu, auch dann noch thema-
tisch ahnliche Kurse zu empfehlen, wenn ein Thema bereits verstanden wurde.

Die ,cold start‘- und ,sparsity“-Probleme, die CBRS und CFRS mit sich bringen, sollen von
wissensbasierten Recommendersystemen Uberwunden werden. Wissensbasierte Recom-
mendersysteme (knowledge-based oder knowledge-aware Recommendersysteme, KBRS)
verwenden Domanenwissen Uber die Praferenzen von Nutzer_innen, Gber die ltems und Uber
die Passung zwischen Nutzer_in und Item, um Empfehlungen auszusprechen (Tarus et al.,
2018). Im Bildungskontext kdnnen KBRS beispielsweise zum Einsatz kommen, wenn Wissen
Uber die zu lernende Domane didaktisch wichtig fur eine Generierung von passenden Emp-
fehlungen ist. Eine Unterkategorie von KBRS stellen Ontology-based Recommendersysteme
(OBRS) dar. OBRS nutzen Domanenontologien zur Bereitstellung von explizitem Wissen tUber
die Doméane, in der Empfehlungen generiert werden sollen. Dieses Wissen ist nicht in Nutzer-
profilen oder Item-Beschreibungen gespeichert. Ontology-based Recommendersysteme kon-
nen dabei klassische Ansatze wie collaborative filtering nutzen oder die vernetzte Wissens-
struktur fur explorative Ansatze von Recommendersystemen nutzen (Vas et al., 2018).



Beispiel: Fur die Domane der Mittelstufenmathematik Iasst sich etwa im Rahmen einer Onto-
logie definieren, dass das Loésen von Gleichungen mit einer Variablen Kenntnisse in den
Grundrechenarten voraussetzt. Wenn nun ein_e Nutzer_in bereits einen Lerninhalt zu Grund-
rechenarten erfolgreich abgeschlossen hat, liegt es nahe, als nachstes einen Inhalt zum Ldésen
von Gleichungen mit einer Variablen vorzuschlagen.

Obwohl KBRS und OBRS viele Probleme von CBRS und CFRS ausgleichen, ist ihr zentraler
Nachteil, dass sie wesentlich aufwandiger in der Entwicklung sind: Eine maschinenlesbare
und feine Annotation der Kompetenzen, die ein Lerninhalt vermittelt, braucht Zeit und Exper-
tise, die nicht fur jeden Lerninhalt zur Verfligung steht. Daher kommen nicht fir alle Situationen
KBRS in Frage.

Neben diesen bereits beschriebenen Ansatzen gibt es eine ganze Reihe anderer Ansatze, die
in spezifischen Kontexten sinnvoll sein kénnen. Beispielsweise kdnnen gruppenbasierte
Recommendersysteme Empfehlungen fur Gruppen von Nutzer_innen und nicht nur einzelne
Anwender_innen genieren. Eine weitere Moglichkeit stellen kontextbasierte Recommender-
systeme (context-aware, CARS) dar, die den Kontext (z. B. Ort des Lernens, verfiigbare Zeit)
zur Generierung von personalisierten Empfehlungen heranziehen (Verbert et al., 2012).

Alle diese Ansatze haben Vor- und Nachteile, die hier jedoch nicht im Detail diskutiert werden
sollen (eine gute Ubersicht bietet das zweite Kapitel in Krau3, 2018). Um die Vorteile der ein-
zelnen Ansatze bestmoglich auszunutzen und gleichzeitig die jeweiligen Nachteile auszuglei-
chen, werden haufig hybrid filtering-Ansatze verwendet. Dabei werden verschiedene Ansatze
gemeinsam genutzt, z. B., indem die Ergebnisse verschiedener Ansatze durch Gewichtung
miteinander kombiniert werden, um Nutzer_innen einen Vorschlag zu machen (Tarus et al.,
2018).

Was alle vorgestellten Recommender-Ansatze gemeinsam haben, ist, dass sie anders als
Suchmaschinen keine explizite Nutzereingabe bendtigen, sondern basierend auf dem Nutzer-
verhalten Empfehlungen generieren kénnen. Zusatzlich kdnnen aber auch konkrete Daten-
punkte, z. B. aus Nutzerfragebdgen, mit eingebracht werden. Das Ergebnis solcher Empfeh-
lungsalgorithmen ist haufig eine Liste von Empfehlungen, sortiert nach einer Relevanzbewer-
tung, z. B. eine Bewertung der Wahrscheinlichkeit, mit der ein Produkt zum Interesse eine_r
Nutzer _in passt.

1.3 Was haben Recommendersysteme mit kiinstlicher Intelligenz zu tun?

Recommendersysteme kénnen auf Methoden der Kinstlichen Intelligenz (Kl) zurlckgreifen,
mussen das aber nicht notwendigerweise. Collaborative filtering basiert beispielsweise auf
statistischen Kl-Methoden. Je nach Ziel und Einsatzbereich kbnnen Recommendersysteme
dariiber hinaus auch auf eine Reihe von KI-Methoden aufsetzen (fiir eine Ubersicht siehe
Zhang et al., 2020). So kann beispielsweise natural language processing (dt. etwa ,Verarbei-
tung naturlicher Sprache®) genutzt werden, um Kursbeschreibungen oder frei formulierte Nut-
zerbewertungen zu analysieren und in die weiteren Empfehlungen mit einzubeziehen. Rein-
forcement learning (dt. etwa ,bestarkendes Lernen®) kann dazu dienen, das langfristige Nut-
zendenverhalten in Recommendersystemen zu simulieren und damit die langfristige Nutzer-
zufriedenheit zu erhéhen. Beispielsweise setzt YouTube reinforcement learning ein (Zhang et
al., 2020).

Ob ein Recommendersystem Kl-Ansatze nutzt oder nicht, spielt aus Anwenderperspektive bei
der Erklarbarkeit der Empfehlungen eine Rolle (das Konzept der Erklarbarkeit wird in Abschnitt



3.6 naher erlautert). Aus Entwicklerperspektive ist die Frage erstens relevant, weil abgeschatzt
werden muss, welche Art von Recommendersystem sich auf die eigene Weiterbildungsplatt-
form sinnvoll aufsetzen lasst und dadurch eine grobe Einschatzung des Datenbedarfs vorge-
nommen werden kann. Zweitens ist die Frage nach der Kl in Recommendersystems relevant,
weil eine geplante EU-Verordnung die Regulierung von Kl-Anwendungen in Zukunft gesetzlich
regeln soll (,Gesetz Uber Kiinstliche Intelligenz®, Europaische Kommission, 2021b). Der aktu-
elle Entwurf von April 2021 sieht vor, dass alle KI-Systeme nach ihrem potenziellen Risiko
eingestuft werden. Recommendersysteme im Bereich der beruflichen Weiterbildung durften
zu den Systemen gehéren, bei denen Konsequenzen fur Karriereverlaufe zu erwarten sind
(siehe ebd., Absatz 35), so dass diese Systeme vermutlich als ,hochriskant” klassifiziert wer-
den. Fur hochriskante Anwendungen sollen grundsatzlich strenge Vorgaben, u. a. zum Risi-
komanagement, zu Dokumentationspflichten und zur Qualitat der Datensatze, gelten. Auch
wenn die politischen Verhandlungen Uber den Regulierungsvorschlag noch andauern, kénnte
der bestehende Entwurf ein Anreiz sein, sich Uber die zu erwartenden Auswirkungen des ein-
gesetzten Recommendersystems Gedanken zu machen und sich die geforderten Mallnahmen
bereits jetzt ndher anzusehen.



2 Recommendersysteme beim technologiegestitzten Lernen

21 Recommendersysteme im Bildungsbereich allgemein

Recommendersysteme werden seit Beginn der 2000er auch im Bildungssektor zu ver-
schiedensten Zwecken eingesetzt (Manouselis et al., 2012), normalerweise im Rahmen von
Online-Plattformen (z. B. Lernplattformen), auf denen Nutzer_innen ein Profil besitzen mis-
sen, um passgenaue Empfehlungen zu erhalten. Dabei kbnnen Recommendersysteme im Bil-
dungsbereich fir verschiedene Einsatzzwecke genutzt werden, die anhand des Empfehlungs-
inhalts des Systems unterschieden werden (basierend auf Drachsler et al., 2015).

Was schldgt das Recommendersystem vor?

Recommendersysteme kdénnen verschiedene Objekte oder sogar Personen empfehlen. Die
Arbeitsgruppe rund um Hendrik Drachsler kategorisiert die méglichen Aufgaben eines Recom-
menderssystems folgendermalen:

(1) ,,Gute Inhalte finden“: Das Recommendersystem schlagt qualitativ hochwertige,
neue oder relevante Inhalte vor. Beispielsweise wurden bereits Recommendersysteme
implementiert, die Blicher, Blogartikel, Lernmaterial, wissenschaftliche Publikationen
oder Videos vorschlagen (Deschénes, 2020). Einige Recommendersysteme schlagen
auch ganze Kurse (z. B. Universitatsseminare oder Weiterbildungsangebote) vor.
Diese werden unter dem Begriff ,course recommender systems” zusammengefasst
(Guruge et al., 2021). Die meisten der Recommendersysteme im Bildungsbereich kén-
nen diesem ersten Aufgabenbereich zugeordnet werden (Drachsler et al., 2015).

(2) ,Einen Lernpfad empfehlen“: Das Recommendersystem schlagt eine Abfolge an
Lerninhalten und -aktivitdten vor. Dies ist eine wichtige didaktische Aufgabe, die durch
die Recommendersysteme unterstutzt werden soll. Dabei ist wichtig zu betonen, dass
kein verpflichtender, linearer Lernpfad generiert wird, sondern lediglich ein Vorschlag
erstellt wird, den Lernende auch ablehnen kénnen (Kerres & Buntins, 2020).

(3) ,Eine Lernaktivitiat vorschlagen®“: Einige Recommendersysteme schlagen nicht
Lerninhalte, sondern Lernaktivitdten vor (z. B. basierend auf affektiven Merkmalen,
Santos et al., 2014).

(4) ,,Lernpartner_innen finden“: Das Recommendersystem schlagt passende oder ver-
fugbare Lernpartner_innen vor (siehe z. B. Rajagopal et al., 2017). Das Finden und
Vernetzen geeigneter Personen, die gemeinsam lernen, kann beispielsweise gerade
beim Online-Lernen hilfreich sein, um Geflhle der Isolation zu vermeiden (Drachsler et
al., 2015).

(5) ,Vorhersage von Lernerfolg“: Einige wenige Systeme nutzen Recommenderalgo-
rithmen, um Lernerfolg oder -performanz von Lernenden vorherzusagen (z. B. Thai-
Nghe et al.).

Bei der Erflllung dieser Aufgaben richten sich die Recommendersysteme meist an Lernende
(Deschénes, 2020). Da die meisten Recommendersysteme (bzw. Publikationen dazu) im
Hochschulbereich entwickelt werden, sind diese Lernenden zudem meist Studierende. Es ist
jedoch auch denkbar, dass sich Recommendersysteme an Lehrende richten, z. B. beim Auf-
finden geeigneter Ressourcen fur die Vorbereitung der Lehre.

Unterschied zu anderen Produktbereichen

Recommendersysteme im Bildungsbereich unterscheiden sich grundlegend von denen in an-
deren Bereichen: Um passende ,Produkte, z. B. Lernmaterialien, zu empfehlen, spielt eine
Vielzahl an Faktoren eine Rolle, beispielsweise das Vorwissen oder der Lernkontext (Winoto



et al., 2012). Aulderdem wollen sich Lernende selten von Empfehlungen ,Uberraschen lassen®
oder die neueste Auflage eines Produkts finden, sie wollen vor allem gut gemachte und kor-
rekte Lernangebote (Kerres & Buntins, 2020). Durch die Vielzahl an Kontextfaktoren und Bil-
dungsinteressen sind Recommendersysteme im Bildungsbereich ungleich komplexer als in
anderen Produktbereichen. Dies ist bei der Entwicklung und Evaluation der Recommender-
systeme zu beachten (siehe auch Abschnitte 3.1 und 3.5).

2.2 Recommendersysteme in der beruflichen Weiterbildung

Zwar werden Recommendersysteme fir unterschiedliche Bildungszwecke inzwischen immer
haufiger eingesetzt, insgesamt sind sie in den verschiedenen Bildungsbereichen jedoch noch
wenig verbreitet (Kraul3, 2018, S. 8). In der beruflichen Aus- und Weiterbildung werden
Recommendersysteme bislang nur selten eingesetzt: In einer Ubersichtsstudie wurden nur
vier der 44 identifizierten Systeme in der beruflichen Bildung eingesetzt (Carrera Rivera et al.,
2018).

2.2.1 Review zu Recommendersystemen in der beruflichen Bildung

Die Forschung zu Recommendersystemen in der Bildung konzentriert sich bislang auf den
Hochschulkontext (siehe z. B. Review von Deschénes, 2020). Da es bislang keine Ubersichts-
arbeit der verwendeten Ansatze und didaktischen Unterstutzungsfunktionen von Recom-
mendersystemen in der beruflichen Bildung gibt, sichten wir aktuell in einem systematischem
Review Primarstudien, die Recommendersysteme in der beruflichen Aus- oder Weiterbildung
verwenden. Daflir haben wir die Datenbanken ISI, Scopus und ERIC nach relevanten Primar-
studien durchsucht.

301 8 no educational context
abstracts 246 papers 108 no recommender system
and titles excluded 129 no further education
screened 1 a book

55 ‘ 25 papers 16 no recommender system
potential excluded 2 no further education
includes 8 no full text

29 papers
included

Abbildung 2: PRISMA-Diagramm

Es wurden nur englischsprachige Artikel, die zwischen 2015 und 2021 verdéffentlich wurden,
einbezogen. Nach einem ersten Screening der Abstracts und einer Sichtung der Volltexte ver-
blieben insgesamt 29 Artikel, die sich mit Recommendersystemen in der beruflichen Aus- und
Weiterbildung auseinandersetzen (siehe Abbildung 2). Folgende erste Ergebnisse kdnnen
zum jetzigen Zeitpunkt berichtet werden:



Die Recommendersysteme der identifizierten 29 Artikel lassen sich anhand der anvisierten
didaktischen Unterstitzungsfunktion und des genutzten technischen Ansatzes unterscheiden.
So beschreiben beispielsweise 16 Studien Recommendersysteme, die dabei helfen sollen,
gute Lerninhalte zu finden. Acht Studien beschreiben Recommendersysteme, die dabei helfen
sollen, Lernpfade zu optimieren und eine Studie versucht mittels Recommendersystemen den
Lernerfolg vorherzusagen. Besonders haufig werden dabei Recommendersysteme in Bezug
auf Open Educational Resources (n=5) und MOOCs (n=3) erforscht.

Der Grolteil der 29 Studien beschreibt einen einzelnen Ansatz genauer, z. B. hybride Recom-
mendersysteme, collaborative filtering oder ontologiebasierte Modelle. Zehn der 29 Artikel ver-
gleichen mehrere technische Anséatze miteinander. Wahrend die Beschreibung und Evaluie-
rung der technischen Umsetzung den Fokus der meisten Artikel darstellt, wird der didaktische
Einsatzzweck haufig nur nachgelagert betrachtet. So wird beispielsweise, die Unterstitzung,
die ein Recommendersystem im Lernprozess leisten soll, nur unzureichend Uberprift oder im
praktischen Einsatz evaluiert. Dies entspricht dem Eindruck, der auch bei Recommendersys-
temen im Hochschulkontext Gberwiegt (siehe z. B. Review von Deschénes, 2020). Hinweise
zur didaktischen Konzeption von Recommendersystemen und einer lernbezogenen Evalua-
tion finden sich im weiteren Verlauf des Dossiers (siehe Abschnitte 3.1 und 3.5).

2.2.2 Recommendersysteme im INVITE-Wettbewerb

Aus der aktuellen Literaturlage lasst sich schliel3en, dass die Entwicklung und Erforschung
von Recommendersystemen in der beruflichen Bildung noch nicht weit fortgeschritten sind —
vor allem im Vergleich zu Anwendungen fir das hochschulische Lernen. Dies wird sich mog-
licherweise auch durch den INVITE-Wettbewerb andern. Hier sollen in zahlreichen Projekten
Recommendersysteme zu verschiedenen Zwecken eingesetzt werden (siehe Abbildung 3). Es
ist zu erwarten, dass hier reichhaltige Erkenntnisse gewonnen werden, in welcher Form und
zu welchem Zweck verschiedene Zielgruppen (z. B. Lernende, Betriebe oder Anbieter) durch
Recommendersysteme unterstitzt werden kénnen.



Recommendersysteme in INVITE-Projekten

Der BMBF-gefoérderte INVITE-Wettbewerb (Laufzeit von 2021-2025) hat zum Ziel, innovative Lésungen
fur die digitale, berufliche Weiterbildung zu entwickeln. In vielen der 35 gefdérderten Projekte sollen
Recommendersysteme implementiert werden. Eine Auswahl dieser Projekte, ihrer Ansatze und Ziele

werden hier vorgestellt.

ADAPT: Auf Basis von Stellenanzeigen werden ak-
tuelle berufliche Qualifikationsanforderungen er-
fasst. Das Recommendersystem schlagt Lernme-
dien vor, die zu den Nutzerwiinschen und diesen
Qualifikationsanforderungen passen.

APOLLO: Es wird ein digitaler Weiterbildungsassis-
tent als App implementiert. Die App schlagt pas-
sende Weiterbildungsangebote basierend auf dem
individuellen Skill-Profil vor, dazu werden beispiels-
weise bestehende Zertifikate integriert und Lebens-
laufe analysiert.

DigiPlat4Train: Das Recommendersystem soll pas-
sende Schulungen fiir Mitarbeiter_innen in Produk-
tionsbetrieben vorschlagen. Der Erfolg von Schulun-
gen zur Reduzierung bestimmter Fehler soll erfasst
werden und genutzt werden, um gezielte Empfehlun-
gen auszusprechen.

EduPLex_API: Es soll ein Recommendersystem
eingesetzt werden, das basierend auf dem Lernver-
halten und dem Lernerfolg passgenaue Weiterbil-
dungsinhalte empfiehlt und Marketingaktivitaten der
Anbieter erlaubt.

EXPAND+ER WB?: Es soll ein Prototyp fiir die Su-
che und Empfehlung von Weiterbildungsangeboten,
z. B. anhand von Interesse und Bildungsgrad, entwi-
ckelt werden. Ein groRer Fokus liegt dabei auf dem
Schutz der personlichen Daten.

HUB-Grade: Fir Weiterbildungen im Handwerk soll
ein Matching-Algorithmus entwickelt werden, der
Nutzer_innen zu ihren Qualifikationen passende
Weiterbildungen vorschlagt.

KAMAELEON: Uber die Beriicksichtigung verschie-
dener Lernvoraussetzungen wie Vorwissen, Motiva-
tion und Affekt sollen passgenaue Lernangebote
empfohlen werden.

KIPerWeb: Angestrebt wird ein personalisiertes
Empfehlungsmanagement, um Lerner_innen auf in-
dividuelle Bedarfe zugeschnittene Weiterbildungen
zu empfehlen. Fur vier verschiedene Lernplattfor-
men wird eine jeweils passende Kombination aus
CBRS, CFRS und KBRS erforscht.

KIRA Pro: Unternehmen sollen zukunftsfahige Kom-
petenz- und Rollenprofile ermitteln, fiir die dann pas-
sende Mitarbeiter_innen ausgewahlt werden, die
eine entsprechende, individuelle Weiterbildung er-
halten, um diese Rollen ausflillen zu konnen. Hier
werden somit gezielt Interessen des Betriebs mit in-
tegriert.

KUPPEL: Ein hybrides System soll Nutzerinnen und
Nutzern auf ihren Hintergrund und ihre Interessen
angepasst Lerninhalte oder -partnerschaften Uber
verschiedene Weiterbildungsplattformen hinweg
empfehlen. Komponenten dieses Recommendersys-
tems sollen beliebig (de-)aktivierbar sein.

NetOV: Weiterbildungsinteressierten aus der Mobili-
tatsbranche werden mittels eines Recommendersys-
tems passende Weiterbildungsangebote verschie-
denster Anbieter empfohlen. Hierbei werden die Bil-
dungshistorie der Personen sowie mogliche Qualifi-
kationspfade im OPNV bei der Empfehlung der An-
gebote berucksichtigt.

MyEdulLife: Auf Basis des Weiterbildungsverhaltens
von Nutzer_innen sollen Weiterbildungsempfehlun-
gen ausgesprochen werden. Zudem sollen — nach
Zustimmung der Nutzer_innen — die pseudonymi-
sierten Nutzerdaten von Anbietern genutzt werden
kénnen, um Preismodelle und Angebotskataloge zu
optimieren.

OnCa Pflege: Basierend auf europaischen und
deutschen Kompetenzrahmen werden bestehende
Kompetenzen mit angestrebten Ziel-Kompetenzen
abgeglichen, um passgenaue Inhalte fir Weiterbil-
dungen in der Pflege vorzuschlagen.

SG4BB: Zum Auffinden personalisierter Serious Ga-
mes soll ein Matching-Konzept entwickelt werden,
um personalisierte digitale Lernspiele mittels einer
Berufe-Klassifikation und ggf. weiteren Merkmalen
zu zuordnen.

TripleAdapt: Durch die Auswertung von Lernerda-
ten und Produktionskennzahlen werden passende,
individuelle Lernpfade vorgeschlagen.

WBsmart: Es soll eine bildungswissenschaftliche
Grundlegung eines smarten Kl-basierten digitalen
Weiterbildungsraums fur die Altenhilfe (auferklini-
sche Pflege) mittels personalisierter und erklarbarer
Recommendersysteme fiur die Lernenden entste-
hen.

WISY@KI: Basierend auf Bildungsabschluss, Be-
rufserfahrung und Selbsteinschatzungen sollen indi-
vidualisierte Kursempfehlungen aus der WISY-Da-
tenbank generiert werden.

Abbildung 3: Recommendersysteme in Projekten des INVITE-Wettbewerbs



3 Implementierung von Recommendersystemen — Herausforde-
rungen und Handlungsempfehlungen

Bei der Entwicklung und Implementierung von Recommendersystemen auf Weiterbildungs-
plattformen gibt es vielfaltige Herausforderungen zu bedenken, die z. B. technischer, diagnos-
tischer, ethischer oder didaktischer Art sind. Die zentralen Herausforderungen und mégliche
Ideen zur Lésung sollen im Folgenden vorgestellt werden.

Die hier genannten Herausforderungen und Handlungsempfehlungen basieren maf3geblich
auf der Analyse drei verschiedener Datenquellen. Erstens sind dies Aussagen, die in einem
Expert_innenworkshop protokolliert wurden. Der Workshop wurde im Rahmen des Projekts
»INVITE-Meta“ — dem Metavorhaben zum INVITE-Wettbewerb — im Oktober 2021 durchge-
fuhrt. Teilnehmer_innen waren Expert_innen flr Matching-Prozesse in der beruflichen Weiter-
bildung, z. B. Bildungsberater_innen, und Weiterbildungsbeauftragte verschiedener Sozial-
partner, und Informatiker_innen und Machine Learning-Spezialist_innen, die mit der Imple-
mentierung von verschiedenen Recommendersystemen betraut sind.

Als zweite Datenquelle diente ein Workshop auf der Auftakttagung des INVITE-Wettbewerbs
im November 2021. Hier stellten Vertreter_innen der verschiedenen INVITE-Projekte aktuelle
Herausforderungen und Herangehensweisen ihrer Projekte vor.

Als dritte Datenquelle wurde Forschungsliteratur zu Recommendersystemen in verschiedenen
Bildungsbereichen (meist Hochschulbildung) und speziell in der beruflichen Aus- und Weiter-
bildung gesichtet. Aus einigen Studien konnten weitere Herausforderungen und Handlungs-
empfehlungen abgeleitet werden.

Die Erkenntnisse dieser verschiedenen Datenquellen werden gemeinsam, aber nach Thema
gruppiert, vorgestellt.

3.1 Didaktisches Ziel klaren und fundierte (instruktionale) Mechanismen nut-
zen

Recommendersysteme im Bildungsbereich sollen verschiedene Aspekte des Bildungsprozes-
ses unterstutzen. Welches konkrete didaktische Ziel das Recommendersystem unterstutzt,
sollte zu Beginn jeder Entwicklung eines Recommendersystems spezifiziert werden. Ein sol-
ches Ziel kann beispielsweise das Auffinden passender Lernressourcen sein (siehe auch Un-
terscheidung der Recommendersysteme nach Empfehlungsinhalt in Abschnitt 2.1). Darlber
hinaus sind weitere oder neue didaktische Ziele denkbar, flr die zukinftige Recommender-
systeme eingesetzt werden kdnnen, um z. B. auch eine betriebliche Perspektive starker zu
bedienen (siehe auch Handlungsempfehlung 3.7 ,Berlicksichtigung der Betriebe®).

Nach der Zielsetzung eines Recommendersystems gilt es zu Uberlegen, wie dieses Ziel er-
reicht werden kann:

o Welche Merkmale der Lernenden oder des Lernmaterials missen beispielsweise her-
angezogen werden, um gute Empfehlungen auszusprechen?
o Welche instruktionalen Theorien liegen den konkreten Empfehlungen zu Grunde?

Manouselis und Kolleg_innen (2011) beispielsweise aufiern mit Rickbezug auf Vygotskys
»Zone of proximal development® (1978) die ldee, dass Recommendersysteme solche Lern-
ressourcen vorschlagen, die knapp uber dem Fahigkeitslevel der Lernenden liegen. Lern-
theoretisch begriindete Uberlegungen scheinen jedoch die Ausnahme zu sein: Kerres und



Buntins (2020) kritisieren, dass viele Studien Uber im Bildungsbereich eingesetzte Recom-
mendersysteme nicht beschreiben, auf welchen didaktischen Mechanismen oder instruktiona-
len Uberlegungen diese basieren. So sind zwar umfassende technische oder mathematische
Beschreibungen der eingesetzten Algorithmen zu finden, aber nur selten instruktionale oder
didaktische Argumente flir eine konkrete Ausgestaltung. Die Autor_innen Kerres und Buntins
zweifeln, ob ein didaktisch nicht fundierter Einsatz von Recommendersystemen ethisch Uber-
haupt vertretbar ist. Zu empfehlen bleibt daher, empirisch belegte Mechanismen oder instruk-
tionale Theorien als Grundlage fir die Entwicklung eines Recommendersystems heranzuzie-
hen und im spateren Einsatz entsprechend zu prifen. Allerdings ist gerade diese Evaluation
der Nutzlichkeit von Recommendersystemen schwierig und auch in der Literatur noch ein we-
nig beforschter Bereich (siehe auch Kapitel 3.5 ,Evaluation®).

3.2 Datengrundlage

Ein Recommendersystem lebt von der verwendeten Datengrundlage bzw. -auswahl. Dabei
hangt die verwendete Datengrundlage einerseits von der anvisierten didaktischen Unterstit-
zungsfunktion (siehe Kapitel 2.1), andererseits vom gewahlten technischen Ansatz ab (siehe
Kapitel 1.2) ab.

Prinzipiell gibt es eine Reihe von Aspekten, die betrachtet werden kdnnen, um passende Wei-
terbildungen oder Lernmaterialien vorzuschlagen. Diese betreffen sowohl die Lernenden und
Betriebe als auch das Weiterbildungsangebot selbst (siehe Abbildung 4). Dabei ist angesichts
der schieren Anzahl der Aspekte bereits klar, dass sie nicht alle betrachtet werden kdnnen.
Vielmehr sollte Uberlegt werden, welche Variablen als Grundlage fiir Recommendersysteme
genutzt werden, welche Variablen evtl. in der Beschreibung der Angebote verwendet werden
und welche Variablen zusatzlich tber einfache Filterfunktionen durch die Nutzer_innen ange-
steuert werden kénnen (z. B. Dauer des Kursangebots). Es gilt hier insgesamt eine Abwagung
zu treffen zwischen der grof3tmoglichen Datensparsamkeit und dem Ziel, moglichst gute Emp-
fehlungen auszusprechen. Bei der Abwagung sind nicht alle Daten gleich, denn sowohl Erhe-
bungsaufwand als auch Sensitivitadt der Daten unterscheiden sich stark. Statistiken Uber Kurs-
besuche etwa werden von den meisten Lernplattformen automatisch erhoben, wahrend Daten
uber die individuellen Praferenzen von Nutzenden direkt erfragt oder indirekt abgeleitet und
Metadaten Uber Kurse meist von Autor_innen handisch eingetragen werden mussen. Perso-
nenbezogene Daten — erst recht indirekt erschlossene — sind wiederum sensitiver als Metada-
ten Uber Kurse, die keinen Personenbezug haben. Schliellich ist auch die Auswirkung auf die
Empfehlungsqualitat nicht gleich: Bei statistischen Daten sind Ublicherweise viele Daten not-
wendig, um die Empfehlungsqualitat zu verbessern, wahrend bei Kursannotationen bereits
eine einfache, thematische Verschlagwortung die Qualitat deutlich heben kann. Der Abwa-
gungsprozess zwischen Datensparsamkeit und Empfehlungsqualitat fallt daher vermutlich je
nach Branche, Weiterbildungsplattform und Einsatzzweck unterschiedlich aus.

Die schliel3lich ausgewahlten Datenfelder sollten valide erhoben werden. Variablen, die das
Individuum betreffen, z. B. Interesse und Personlichkeit, werden in anderen Bereichen haufig
mit Tests erhoben, die diagnostische Gutekriterien erfullen und ein Merkmal valide, reliabel und
objektiv erfassen. Es ist denkbar, solche Testverfahren auch als Datengrundlage fir Recom-
mendersysteme zu nutzen, z. B. indem neue Nutzer_innen einer Plattform einen fundierten
Interessenstest absolvieren. Doch auch hier gilt es, eine Abwagung zu treffen zwischen dem
Wunsch, vollstandige und valide Informationen zu den Nutzer_innen zu erheben, und dem zeit-
lichen Aufwand, der dafir investiert werden muss. Kerres und Buntins (2020) fihren an, dass in
vielen Fallen das Verwenden von Expertenbewertungen (z. B. der angebotenen Kurse) inhaltlich



ZielfGhrender und finanziell sparsamer sein kann als das Umsetzen eines komplexen Recom-
mendersystems, das auf vielfaltigen Lernendenvariablen basiert. Hier bedarf es einer realisti-
schen Kosten-Nutzen-Einschatzung auf Seiten der Entwickler_innen und Didaktiker_innen.

Neben den betrachteten Variablen und der Qualitat ihrer Erfassung, spielt auch die Quantitat
der vorhandenen Daten eine Rolle. Die Implementierung eines Algorithmus, der statistische
Muster in den Nutzungsdaten betrachtet, bendtigt Informationen von mehreren hundert Lernen-
den, um sinnvolle Aussagen zu treffen. Gerade, wenn nicht nur einzelne Kurse, sondern
Kursabfolgen empfohlen werden sollen, braucht es eine umfassende Datenbasis, damit fiir alle
Kursubergange Daten vorliegen. Die Anzahl der benétigten Datenpunkte steigt dabei mit der
Anzahl der angebotenen Kurse. Besonders herausfordernd ist die Berlcksichtigung neuer
Kurse, fir die noch keine Daten vorliegen (,cold start“-Problem”, siehe auch Abschnitt 1.2).

3.3 Datenpflege und Taxonomien

Anzahl und Natur der betrachteten Datenfelder eines Recommendersystems sind relevant fir
einen weiteren herausfordernden Punkt: die Datenpflege. Gerade bei historisch gewachsenen
Kurskatalogen und der Integration externer Angebote fallt viel personeller Arbeitsaufwand fur die
Uberpriifung und Ubersetzung der Datenfelder an. Auch aus diesem Grund sollte es Ziel sein,
ein moglichst datensparsames Recommendersystem zu implementieren. Im Kern des Daten-
pflegeproblems dirfte allerdings auch das Fehlen geteilter bildungsbezogener Begrifflichkeiten
stecken (Kerres & Buntins, 2020). Taxonomien kdnnten hier zumindest fiir einige Bereiche eine
Hilfe darstellen. Diese kénnen sich auf unterschiedliche Einsatzzwecke und Ebenen beziehen:
Auf die Beschreibung und Zuordnung von Berufsfeldern, Branchen und Berufsqualifikationen
(z. B. ESCO, Europaische Kommission, 2021a), auf die Beschreibung von Lernformaten (z. B.
klare und geteilte Begrifflichkeit von ,blended learning®) oder die Erfassung von Lernzielen und
-niveaus (z. B. Blooms Uberarbeitete Taxonomie der Lernziele, Anderson & Krathwohl, 2001).
Flr einige dieser Bereiche, z. B. Beschreibungen von digitalen Lernformaten, fehlt es noch an
stringenten Taxonomien, auf die man sich explizit oder implizit geeinigt hat. Fir andere Bereiche
dagegen gibt es umfassende und aktuelle Taxonomien (z. B. die Berufsklassifikationen der
Bundesagentur fur Arbeit), die jedoch nicht flachendeckend genutzt werden. Eher scheint es so
zu sein, dass jede Plattform eigene Datensets entwirft, um die eigenen Angebote zu beschrei-
ben. Dies macht die Verknupfung von Angeboten verschiedener Anbieter im Sinne der Interope-
rabilitat jedoch sehr aufwandig oder unmdglich, z. B., um eine umfassende Suche nach passen-
den Kursen anzubieten.

Wenn man sich zwischen verschiedenen Anbietern oder Plattformen auf entsprechende Taxo-
nomien z. B. flr Kursangebote, Stellenanzeigen oder Lernmaterial einigen und diese in einheit-
lichen, maschinenlesbaren Metadatenformaten implementieren wirde, konnte dies den Auf-
wand fur die Datenpflege erheblich minimieren. Zudem wirde die Vergleichbarkeit und Durch-
suchbarkeit von Angeboten auch plattformubergreifend erleichtert. Schlief3lich ist auch zu erwar-
ten, dass weitreichend akzeptierte Taxonomien das Bilden einer gemeinsamen Fachsprache
férdern und die Kommunikation Uber Weiterbildungsangebote zwischen Bildungstragern, Arbeit-
gebern und Lernenden erleichtern kénnen. Hier ist allerdings von der Community noch viel Arbeit
zu leisten. Eine Handlungsempfehlung der Expert_innen im Workshop war es, zumindest — wo
moglich — bestehende Taxonomien (z. B. ESCO) heranzuziehen und sich fur andere Bereiche
mit Gleichgesinnten auf ein minimales Set geteilter Begrifflichkeiten und Datenfelder zu einigen.
Aktuell laufende Vorhaben wie die Nationale Bildungsplattform, die GAIA-X Bildungsdomane
und auch der INVITE-Wettbewerb, werden in den kommenden Jahren sicherlich zu einer Stan-
dardisierung in diesem Bereich beitragen.



Aspekte, die flir die Auswahl eines passenden digitalen Weiterbildungsangehots potenziell relevant sind.

Bedarfe und Ressourcen

Lerner_in

Weiterbildungs-
bedarf und -ziele

Lebensziele und -
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Abbildung 4: Aspekte, die fiir die Auswahl passender Weiterbildungen relevant sein kénnen.
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3.4 Zielgruppenspezifische Ausgestaltung und Anpassbarkeit der Empfehlun-
gen

Ein weiterer Aspekt, der betrachtet werden sollte, ist die Interaktion zwischen Nutzer_innen
und Recommendersystem. Generell muss hier bedacht werden, dass je nach anvisierter Bran-
che und Nutzergruppe die Lernenden mit unterschiedlichen Voraussetzungen an eine Weiter-
bildungsplattform herantreten, beispielsweise mit unterschiedlichen Auspragungen von Medi-
enkompetenz, Weiterbildungsmotivation und Sprachkompetenz. Diese Aspekte sollten bei der
Implementierung der Plattform insgesamt, aber auch bei der Ausgestaltung eines Recom-
mendersystems mitgedacht werden. Gerade Personen mit geringerer Medienkompetenz und
weniger ausgepragten Bildungs- oder Karrierevorstellungen sollten in geeigneter Weise im
Gebrauch der Weiterbildungsplattform unterstitzt werden, mdglicherweise auch durch hybride
Formate (z. B. durch die Unterstlitzung eines Mentors im Gebrauch der Plattform). Dies betrifft
einerseits die gewahlte Unterstitzungsfunktion des Recommendersystems und andererseits
die Darstellung der Ergebnisse. Es sollte grindlich Gberlegt werden, welche typischen Prob-
leme oder Hindernisse die anvisierte Zielgruppe mitbringt und wie diese Hindernisse durch ein
passendes Recommendersystem minimiert werden kénnen, um Uberforderungen zu vermei-
den und eine positive Konnotation von Weiterbildung zu begunstigen, ohne die Autonomie der
Lernenden zu untergraben. Dies ist ein komplexer Abwagungsprozess, der die Aufgaben des
Recommendersystems und die Auswahl der dazu passenden Daten bedingt (siehe auch Ka-
pitel 3.2 ,Datengrundlage®).

Daneben ist die Anpassbarkeit oder gezielte Beeinflussung des Recommendersystems rele-
vant, um flr eine hdhere Akzeptanz des Systems zu sorgen. Zum Teil geschieht dies bereits
automatisiert, wenn das Nutzerverhalten direkt die Empfehlung weiterer Inhalte oder Aktivita-
ten beeinflusst. Eine wichtige Zielgro3e ist hier beispielsweise nicht nur das Anklicken eines
Kurses, sondern vor allem auch der erfolgreiche Abschluss eines Kurses. Hieraus kénnen
Ruickschlusse Uber den Lernstand der Lernenden als auch Uber die Qualitat oder Schwierigkeit
des Kurses gezogen werden, die dann wiederum weitere Empfehlungen beeinflussen. Vor-
sicht ist hier insofern geboten, als dass sich durch solche Rickkopplungsschleifen Effekte
auch manifestieren kdnnen: so werden z. B. wenig besuchte Kurse kaum empfohlen, so dass
sie weiterhin geringe Nutzerzahlen aufweisen. Umgekehrt kann es auch vorkommen, dass ein
bestimmter Kurs in einer kurzen Zeit hdhere Bewertungen durch mehrere Nutzer_innen erhalt.
Die meisten Empfehlungsalgorithmen werden diesen Kurs entsprechend haufiger oder eher
empfehlen. Dies wiederum bedeutet, dass der Kurs voraussichtlich weiterhin mehr Bewertun-
gen erhalten wird als andere Kurse. Dieser Effekt wird auch als Lemmingeffekt bezeichnet
(Wiedermann et al., 2014). Dieser und andere Effekte kdnnen Uber verschiedene Methoden
statistisch ausgeglichen werden (z. B. Abdollahpouri et al., 2019).

Eine andere Mdglichkeit, Nutzer_innen das Recommendersystem anpassen zu lassen, bietet
das Einholen expliziten Feedbacks. Dies kann beispielsweise realisiert werden, indem Nut-
zende die Option erhalten, bestimmte Kurse oder Inhalte von einer weiteren Empfehlung aus-
zuschlieBen oder vorgeschlagene Inhalte zu bewerten. So lernt das System sich noch geziel-
ter an die personlichen Praferenzen der Nutzer_innen anzupassen. Durch die Beteiligung der
Nutzer_in an den Empfehlungen des Systems soll eine héhere Individualisierung und Passung
der Empfehlungen erreicht werden. Zudem ist das Ziel, die Kontrolle Gber und das Vertrauen
in das eingesetzte Recommendersystem durch die Lernenden sicherzustellen.



3.5 Evaluation des Recommendersystems

Die Entwicklung und Implementierung eines Recommendersystems sind zeitlich und finanziell
aufwandige Tatigkeiten. Umso wichtiger ist es, zu prifen, ob das Recommendersystem tat-
sachlich die anvisierten Unterstutzungsfunktionen leisten kann.

In anderen Produktbereichen werden fir die Evaluation von Recommendersystemen Gblicher-
weise vor allem technisch-mathematische sowie statistische Kriterien herangezogen, wie etwa
Genauigkeit (,accuracy®), Prazision (,precision®), Trefferquote (,recall“) und F-Maf} (,F-mea-
sure“). Diese Kriterien werden auch flr zahlreiche Recommendersysteme im Bildungssystem
herangezogen (fiir eine Ubersicht siehe Deschénes, 2020).

Ebenso aus anderen Produktbereichen bekannt sind Evaluationen anhand verschiedener nut-
zerzentrierter Mal3e, z. B. der Nutzerzufriedenheit (Knijnenburg & Willemsen, 2015). Diese
wird beispielsweise quantitativ Gber die Anzahl der Klicks der Nutzer_innen abgeschatzt oder
qualitativ Uber eine Abfrage der Nutzlichkeit der Empfehlungen des Recommendersystems
(,War dieser Vorschlag fiur Sie hilfreich?“). Die Evaluation der Nutzerzufriedenheit stellt in ei-
nem Review aktueller Recommendersysteme im Bildungsbereich die meistgenutzte Evaluati-
onsgrofRe dar (Deschénes, 2020).

Darlber hinaus erfordert der Bildungskontext auch didaktische ZielgréRen, um den Effekt des
Recommendersystems zu untersuchen. Eine mogliche Zielgrofle, um die Wirksamkeit eines
Recommendersystems zu bestatigen, sind verschiedene Male von Lernleistungen (beispiels-
weise verbesserte Sprachfahigkeit oder besseres Abschneiden in einem Wissenstest). Diese
werden haufig durch Pre- und Posttests, also Tests vor und nach Benutzung des Recom-
mendersystems, erfasst und dann mit der Leistung einer Kontrollgruppe (meist einer Gruppe,
die zufallige und keine individuellen Empfehlungen erhalt) abgeglichen. Im bereits angespro-
chenen Review von Deschénes haben 10 von 56 Studien eine solche experimentelle oder
quasi-experimentelle Leistungsevaluation vorgenommen. Neben solchen MalRen der Testleis-
tung sind aber auch andere lernbezogene Evaluationsmal3e denkbar, beispielsweise die Ef-
fektivitat (z. B. Lernfortschritt) und Effizienz (z. B. bendtigte Lernzeit) des Lernens oder die
Kollaboration mit Lernpartner_innen (Drachsler et al., 2015).

Zu bedenken bleibt hier, dass sich die meisten bislang entwickelten und untersuchten Recom-
mendersysteme an Lernende, meist Studierende, richten. Bei Anwendungen fir andere Zwe-
cke oder Zielgruppen missen entsprechend andere sinnvolle ZielgréRen fir die Evaluation
gefunden werden. Dies kénnten in der beruflichen Weiterbildung auch betriebliche Zielgréfien
sein, wie z. B. die betriebliche Weiterbildungsbeteiligung.

Neben einer griindlichen Uberlegung, welche technisch, statistischen und didaktischen Ziel-
variablen flir eine Evaluation des Recommendersystems sinnvoll sind, empfehlen Manouselis
und Kolleg_innen (2012) die Verwendung eines standardisierten Evaluationsablaufs. Ein Vor-
schlag fur einen solchen Prozess ist bei den Autor_innen nachzulesen. Festzuhalten bleibt,
dass die Evaluation von Recommendersystemen keinesfalls trivial ist, was vermutlich erklart,
warum es bislang nur wenige aus didaktischer Perspektive evaluierte Recommendersysteme
gibt.



3.6 Fairness, Erklarbarkeit und Nachvollziehbarkeit der Empfehlungen

Im Workshop wiesen viele der beteiligten Expert_innen immer wieder auf zentrale ethische
Grundprinzipien hin, so z. B. das Beachten von Fairness bei der Generierung der Empfehlun-
gen und die Erklarbarkeit und Nachvollziehbarkeit der Empfehlungen fir die Nutzer_innen.

Fairness

Fairness in Bezug auf Recomendersysteme fir die Weiterbildung kann beispielsweise bedeu-
ten, dass ein Recommender-Algorithmus nicht bestimmte Anbieter systematisch bevorteilen
darf. Stattdessen sollte die Unabhangigkeit der Kurs- oder Materialempfehlungen geprift und
sichergestellt werden. In Bezug auf die Lernenden bedeutet Fairness, dass jede_r eine faire
Chance auf eine passende Weiterbildungsempfehlung erhalten sollte. Gerade bei der Imple-
mentierung von selbstlernenden Kl-Algorithmen, in denen demografische Daten genutzt wer-
den, ist hier besondere Vorsicht geboten. SchlieRlich wird immer wieder gezeigt, dass Kl-Im-
plementierungen zu unfairen Schlissen kommen und teilweise Minderheiten oder beeintrach-
tigte Personen benachteiligen (z. B. Ntoutsi et al., 2020). Wie in anderen Bereichen auch,
sollte daher das Vermeiden von Verzerrungen schon in der Entwicklungsphase mitgedacht
werden (Hao, 2019) und spater auf diverse Testsamples, z. B. bezliglich Geschlecht, Bil-
dungsstand, soziobkonomischem Status, Beeintrachtigungen, geachtet werden.

Erklarbarkeit und Nachvollziehbarkeit

Eine von einem Recommendersystem generierte Empfehlung sollte laut der Expert_innen den
Nutzer_innen erklart und nachvollziehbar prasentiert werden. Dies bezieht sich einerseits auf
die Herleitung der Entscheidung und andererseits auf die gewahlte Darstellung des Outputs.
Allerdings stellen moderne Kl-basierte Algorithmen haufig eine Art ,Black-Box* dar, deren
Empfehlungen nur schwerlich zu erklaren sind. Die Anforderung, dass die Mechanismen und
Ergebnisse von Kl-Systemen transparent und nachvollziehbar erlautert werden kénnen, wird
unter dem Stichwort ,Explainable Al aktuell breit diskutiert (Saeed & Omlin, 2021). In einer
aktuellen Betrachtung leiten Saeed und Omlin (2021) funf Perspektiven ab, aus denen ein
Bedarf an erklarbaren Kl-Algorithmen notwendig wird:

(1) Regulatorische Perspektive: Diese Perspektive beschaftigt sich mit der Erklarbarkeit
von Kl-Algorithmen fur Nutzer_innen, die aufgrund von rechtlichen Anforderungen not-
wendig sind (z. B. der ,,Anspruch auf Erlauterung” in der DSGVO, Erwagungsgrund 71,
oder die neue Kl-Verordnung, siehe hierzu auch hierzu auch Kapitel 1.3).

(2) Wissenschaftliche Perspektive: Diese Perspektive erforscht die Erklarung von Ki-
basierten Empfehlungen, die zu neuen Erkenntnissen oder Zusammenhangen im An-
wendungsfeld fihren kann.

(3) Industrielle Perspektive: Diese Perspektive betrachtet Regularien fir interpretierbare
KI-Anwendungen, Skepsis durch die Nutzer_innen gegenuber Kl-Lésungen und der
Balance zwischen Interpretierbarkeit und Performance der verwendeten Algorithmen.

(4) Modellentwicklungs-Perspektive: Diese Perspektive untersucht die Mdglichkeiten
fur Verstandnis, Ableitung und Verbesserung von KI-Algorithmen.

(5) Endnutzer_in und soziale Perspektive: Diese Perspektive reflektiert das Nutzerver-
trauen und potenziell unfaire Entscheidungen von Kl-Systemen.

Im Expert_innenworkshop wurde vor allem die Perspektive der Endnutzer_innen diskutiert: So
koénnten beispielsweise die Empfehlungen des Systems begriindet werden, z. B. indem ange-
zeigt wird, auf Basis welches Datenpunktes oder welcher Nutzereingabe eine konkrete Kurs-
empfehlung ausgesprochen wurde. Mit Blick auf die Darstellung der generierten Empfehlun-
gen kann es sinnvoll sein, auf plastische und — je nach Zielgruppe — simple Darstellungen zu



setzen. Eine Moglichkeit, um Akzeptanz und Verstandnis fur die Systemempfehlungen zu for-
dern, kénnten auch visuelle Darstellungen der Ergebnisse sein (fir den Hochschulbereich er-
probt durch Ma et al., 2021). Ein aktueller Uberblick verschiedener Erklarbarkeitstechniken
findet sich bei Bennetot et al. (Bennetot et al., 2021).

Die Berlicksichtigung von Fairness, Erklarbarkeit und Nachvollziehbarkeit sind wichtige ethi-
sche Kernprinzipien an sich, begiinstigen méglicherweise aber auch das Herstellen von Ver-
trauen gegeniber Recommendersystemen. So dirften Recommendersysteme den meisten
Nutzer_innen zwar aus anderen Kontexten (z. B. Video- und Shoppingportalen) bekannt sein,
nichtsdestotrotz ist der Bildungsbereich ein ungleich sensiblerer Bereich, in dem Skepsis ge-
genuber computergestutzten Systemen eine weitaus hohere Rolle spielen durfte. Die transpa-
rente Darstellung des Recommendersystems kdnnte hier — natirlich neben einer offensichtli-
chen Nitzlichkeit des eingesetzten Systems — vertrauensbildend wirken. Gerade wenn jedoch
kein Vertrauen gegeniber Recommendersystemen besteht oder eine vollstandig selbstge-
steuerte Erkundung der Inhalte gewlnscht ist, ware es auch denkbar, den Nutzer_innen die
Option zu bieten, das Recommendersystem ,abzuschalten®.

3.7 Berucksichtigung der Betriebe

Die Mehrzahl der bereits angeflihrten Argumente betrifft die Lernenden, die auf der Suche
nach einem passenden Weiterbildungsangebot, Lernmaterialien oder Lernpartnern sind. Dies
entspricht dem Aufbau der meisten Recommendersysteme: Individuelle Personen suchen An-
gebote oder Produkte, die bestmdglich zu ihren eigenen Bedarfen und Interessen passen.
Doch gerade im Rahmen der beruflichen Weiterbildung miussen diese individuellen Bedarfe
haufig mit den Bedarfen eines Betriebs Ubereinstimmen. Diese zusatzliche Perspektive macht
den Einsatz von Recommendersystemen im Bereich der beruflichen Weiterbildung noch ein-
mal ungleich komplexer als in anderen Bereichen. Im Grunde erfordert ein Recommendersys-
tem in der beruflichen Bildung eine Multistakeholder-Perspektive. Unter dem Begriff der Mul-
tistakeholder Recommendation werden solche Systeme aber erst seit wenigen Jahren Uber-
haupt erforscht (Abdollahpouri et al., 2020). Fur den Bildungsbereich existieren erste Ideen,
wie verschiedene Bildungsinteressen in einem Recommendersystem berlcksichtigt werden
kénnen (Zheng et al., 2019).

Recommendersysteme — oder Weiterbildungsplattformen allgemein — die spezifisch auf die
Bedarfe von Betrieben ausgerichtet sind, gibt es unseres Wissens bislang nicht oder werden
bislang nicht &ffentlich diskutiert. Dabei liegt gerade hier ein groRes Potenzial: In Deutschland
gibt es ca. 3,4 Mio. Unternehmen (Stand 2019; Statistisches Bundesamt, 2021). Davon sind
etwa 99,4 % kleine und mittlere Unternehmen (KMU) mit maximal 249 Beschaftigten (KMU-
Definition der Europaischen Kommission). Auch wenn KMU viel Zeit und Geld in Weiterbildung
investieren, so hat ein Grof3teil dieser Unternehmen doch keine eigene Weiterbildungsabtei-
lung (Seyda, 2021). Entsprechend fehlt es haufig an formalisierten Prozessen zur Personal-
entwicklung, z. B. durch detaillierte Bedarfsanalysen zur Feststellung von Weiterbildungsbe-
darfen der Mitarbeiter_innen. Weiterbildungsplattformen mit entsprechenden Recommender-
systemen boten hier bei entsprechender Ausrichtung eine Moglichkeit, insbesondere KMU bei
der Feststellung von Weiterbildungsbedarfen und der Auswahl passender Lerninhalte fur diese
Weiterbildungen zu unterstlitzen. Wie genau eine Weiterbildungsplattform und Recommender-
systeme implementiert sein mussen, damit gerade KMU ermachtigt werden ihre Weiterbil-
dungsprozesse zu professionalisieren, ist unseres Wissens nach, eine offene Frage. Zu be-
denken bleibt hier allerdings, dass sich ein praktisches Problem aus der grof’en Menge an
verschiedenen, aber unverknlpften Lernplattformen ergibt: hunderte Lernplattformen bieten



mittlerweile Kurse an und implementieren Recommendersysteme, die auf die Kurse der eige-
nen Plattform zugreifen. Dadurch droht ein 'lock-in'-Effekt: Betriebe finden nicht unbedingt die
passendsten Angebote, sondern nur die passendsten Kurse, die innerhalb der Plattform, die
sie gerade nutzen, angeboten werden. In Zukunft kdnnte dieses Problem durch interoperable
Plattformen oder durch gemeinsame Vorhaben im Rahmen der Nationalen Bildungsplattform,
Gaia-X oder auch dem INVITE-Wettbewerb verringert werden.

3.8 Verkniipfung von Recommendersystemen und personlicher Bildungsbe-
ratung

Karrierecoachings, Bildungs- und Berufsberatung sind wichtige Komponenten des beruflichen
Bildungssektors. Egal ob durch offentliche Stellen (z. B. stadtische Bildungsberatung oder
Bundesagentur fiir Arbeit) angeboten oder privat finanziert, diese Leistungen bieten Menschen
Orientierung und helfen bei der Identifikation von Karriere- und Weiterbildungszielen. Auch
Betriebe — gerade solche ohne eigene Weiterbildungsabteilung — nutzen oéffentliche Unterstit-
zungsstrukturen, um relevante gesellschaftliche und technologische Transformationen zu ana-
lysieren und entsprechende Bildungsbedarfe zu identifizieren.

Idealerweise erganzen Recommendersysteme diese bestehenden Infrastrukturen der Bil-
dungsberatung. Denkbar ware beispielsweise die Umsetzung eines mehrstufigen Verfahrens:
Durch eine personliche Bildungsberatung klaren Personen erst ihre individuellen Karriereziele
und konkretisieren dazu passende Weiterbildungsbedarfe. Mit einem spezifischen Ziel und
einer klaren Erwartungshaltung nutzen diese Personen in einem zweiten Schritt das Recom-
mendersystem einer geeigneten Weiterbildungsplattform, um eine Weiterbildung auszuwah-
len, die zu den Zielen und eigenen Ressourcen passt. Andersherum ware es denkbar, dass
uber eine Weiterbildungsplattform Karriereziele und Weiterbildungsbedarfe schon vorab
spezifiziert werden, z. B. durch eine entsprechende Abfrage. Mit diesen Informationen kénnten
Bildungsberater_innen dann gezielter ihre Klient_innen beraten. Es gibt erste Projekte, die
eine Kopplung von Recommendersystemen an eine personliche Beratung oder ein personli-
ches Mentoring umsetzen (z. B. Gabor Kismihok et al., 2022). Es ware denkbar, ein dhnliches
System fur die berufliche Bildung gemeinsam mit Bildungsberater_innen aufzusetzen und zu
prufen, welche individuellen Bedarfe und Ziele schon geklart sein missen, damit die Nutzung
eines Recommendersystems hilfreich ist und welche persdnliche Beratung sich noch anschlie-
Ren sollte. Insgesamt ware bei einem solchen Methodenmix das Ziel, dass Algorithmen und
Mensch im Sinne der ,Hybrid Intelligence” (Dellermann et al., 2019) jeweils das machen, was
sie am besten kdnnen: Das Recommendersystem generiert basierend auf untiberschaubaren
Datenmengen passende Vorschlage und der Mensch bietet Orientierung und gestaltet indivi-
dualisierte Abwagungsprozesse Uber die Sinnhaftigkeit der angestrebten beruflichen Trans-
formation.



4 Fazit

Im vorliegenden Dossier wurden Recommendersysteme grundlegend erldutert und zahlreiche
Einsatzfelder fur Recommendersysteme im Bildungsbereich vorgestellt. Insgesamt méchten
wir mit diesem Dossier betonen, dass die Entwicklungen von Recommendersystemen im Bil-
dungsbereich nicht bloRe mathematische oder datenwissenschaftliche Probleme darstellen,
sondern immer auch didaktische Betrachtungen erfordern. Im Kern aller Neuentwicklungen
sollte demnach stets die Frage stehen: warum und woflr sollten Recommendersysteme Uber-
haupt eingesetzt werden? Wir haben versucht, mogliche Antworten auf diese Frage zu finden
und abzuwagen.

Dabei fallt auf, dass sich gerade fir die berufliche Aus- und Weiterbildung Forschung und
Entwicklung noch ganz am Anfang befinden: Hier gibt es erst wenige abgeschlossene Vorha-
ben, die aufzeigen und auch evident belegen, welche Unterstitzung ein Recommendersystem
leisten kann. Dennoch zeichnet sich ab, dass in den kommenden Jahren ganzlich neue Ein-
satz- und Unterstitzungsmoglichkeiten fir Recommendersysteme auch und gerade in der be-
ruflichen Bildung entstehen. Die Entwicklungen innerhalb des INVITE-Wettbewerbs werden im
deutschen Raum sicherlich einen ganz erheblichen Anteil an diesen Entwicklungen haben.
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